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Abstract  

Among teenagers and adults worldwide, acne ranks as one of the most frequent skin concerns where each type of acne requires 

specific treatments. This study proposes a deep learning method for classifying five types of acne using Convolutional Neural 

Network (CNN) architecture. The research explores three different dataset splitting scenarios: 70:30,80:20, and 90:10 to 

evaluate model performance and generalization. The methodology adopts the MobileNetV2 architecture with transfer learning, 

comprising layers including MobileNetV2 as the base model, Global Average Pooling, Flatten, Dense Layer, Dropout, and 

Softmax classification. The total dataset consists of 350 images representing five acne types: Acne Fulminans, Acne Nodules, 

Papule, Pustule, and Fungal Acne, with 70 samples per class. K-fold cross-validation was employed to assess model robustness 

across different data splits. Challenges in the research include managing image lighting variations, image quality, and data 

limitations. Experimental results demonstrate varying model performances across scenarios, with classification accuracies 

ranging from 60% to 89% in training and 51% to 80% in testing. The third scenario (90:10 split) demonstrated superior 

performance, particularly in Fold-5, achieving the highest performance rates of 89% for training and 80% for testing. The 

results demonstrate that the proposed architecture can classify acne types with a reasonably good accuracy level, although 

there is room for improvement in model generalization. The study highlights the importance of dataset splitting strategies in 

improving acne classification model performance and suggests potential avenues for future research in medical image 

classification. 
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Abstrak 

Jerawat merupakan permasalahan kulit yang kerap dihadapi remaja hingga orang dewasa secara global, di mana setiap jenis 

acne memerlukan penanganan yang spesifik. Metode yang diusulkan dalam penelitian ini mengklasifikasikan lima jenis jerawat 

menggunakan Arsitektur Convolutional Neural Network. Penelitian ini mengeksplorasi tiga skenario pembagian dataset 

berbeda: 70/30,80/20,90/10 untuk mengevaluasi kinerja dan generalisasi model. Metodologi mengadopsi arsitektur 

MobileNetV2 dengan transfer learning, yang terdiri dari lapisan termasuk MobileNetV2 sebagai model dasar, Global Average 

Pooling, Flatten, Dense Layer, Dropout, dan klasifikasi Softmax. Total dataset terdiri dari 350 gambar yang mewakili lima 

jenis jerawat: Acne Fulminans, Acne Nodules, Papule, Pustule, dan Fungal Acne, dengan 70 sampel per kelas. K-fold cross-

validation digunakan untuk menilai performa model pada berbagai pembagian data. Hasil eksperimen menunjukkan kinerja 

model yang bervariasi di berbagai skenario, dengan akurasi klasifikasi berkisar dari 60% hingga 89% pada pelatihan dan 51% 

hingga 80% pada pengujian. Sistem klasifikasi CNN menunjukkan tingkat kinerja 89% untuk pelatihan dan 80% untuk 

pengujian. Skenario ketiga (pembagian 90/10) menunjukkan performa superior yaitu pada Fold-5, mencapai akurasi pengujian 

tertinggi sebesar 89% untuk pelatihan dan 80% akurasi pengujian. Tantangan dalam penelitian ini meliputi pengelolaan variasi 

pencahayaan gambar, kualitas gambar, dan keterbatasan data. Hasil menunjukkan bahwa arsitektur yang diusulkan dapat 

mengklasifikasikan jenis jerawat dengan tingkat akurasi yang cukup baik, meskipun masih terdapat ruang untuk perbaikan 

dalam generalisasi model. 

Kata kunci: Klasifikasi Jerawat, Convolutional Neural Network, MobileNetV2, Transfer Learning, Computer Vision 
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1. Pendahuluan  

Berdasarkan data epidemiologi, acne vulgaris 

terkonfirmasi sebagai salah satu dari delapan kondisi 

dermatologis dengan prevalensi mencapai 9.38% pada 

seluruh rentang usia [1]. Jerawat adalah kondisi kulit 

yang disebabkan oleh produksi sebum berlebih, 

perubahan hormon, infeksi bakteri dan keratinisasi 

folikular yang abnormal. Kondisi ini dipengaruhi oleh 

faktor individu seperti riwayat genetik, jenis kelamin, 

dan variabel usia, bersamaan dengan faktor lingkungan 

dan gaya hidup seperti diet, polusi dan stress. Interaksi 

kompleks antara faktor-faktor ini menjadikan jerawat 

masalah kesehatan yang memerlukan pemahaman 

mendalam untuk pengobatan dan pencegahan yang 

tepat [2]. Jerawat biasanya mulai muncul pada usia 

muda dan dapat bertahan selama bertahun-tahun, 

mempengaruhi area yang terlihat seperti wajah, dada, 

bahu dan punggung. Berbagai jenis jerawat bisa 

muncul bersamaan di wajah dan area lain yang rentan 

[3]. Jerawat tidak hanya berpengaruh pada aspek fisik 

tetapi juga dapat mengganggu kehidupan sosial 

individu, harga diri bahkan seringkali disertai dengan 

gangguan psikologis  seperti depresi dan kecemasan 

[4], [5]. Beberapa studi telah mengidentifikasi 

pengaruh jerawat dengan peningkatan tingkat 

kecemasan, depresi, dan penurunan kepercayaan diri 

yang dapat mempengaruhi kualitas hidup secara 
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keseluruhan [6][7][8]. 

Memahami dan menangani setiap jenis jerawat dengan 

tepat sangat penting untuk menentukan obat dan 

perawatan yang sesuai [9]. Banyak dari kalangan 

remaja yang memilih untuk melakukan pengobatan 

mandiri tanpa konsultasi medis untuk menangani 

jerawat mereka [7]. Penelitian menekankan bahwa 

pengobatan jerawat harus disesuaikan dengan jenis 

jerawat [9]. Klasifikasi jerawat menjadi sangat relevan 

dalam konteks perawatan dermatologis yang lebih tepat 

dan efektif.  

Dengan kemajuan teknologi, khususnya dalam bidang 

pembelajaran mesin dan pengolahan citra, metode 

seperti Convolutional Neural Network (CNN) telah 

membuktikan diri sebagai model yang sangat efektif 

dalam tugas pemahaman dan klasifikasi citra. 

Keunggulan utama CNN adalah kemampuannya untuk 

mempelajari dan mengekstraksi fitur secara otomatis 

tanpa memerlukan ekstraksi fitur manual yang 

kompleks.  Hal ini sangat relevan dalam konteks 

klasifikasi jenis jerawat dimana variasi bentuk, ukuran 

dan karakteristik visual jerawat membutuhkan sistem 

yang dapat mengenali pola-pola secara kompleks [10] 

Penelitian terdahulu terkait klasifikasi citra 

menggunakan metode Convolutional Neural Networks 
(CNN) telah menunjukkan hasil yang menjanjikan 

dalam berbagai bidang. Penelitian [11] mengenai 

klasifikasi lubang pada permukaan jalan menggunakan 

CNN menunjukkan akurasi yang sangat tinggi, 

mencapai 99% pada konfigurasi optimal. Dalam studi 

tersebut, CNN digunakan untuk mengekstraksi fitur 

dari citra lubang dengan memanfaatkan beberapa 

lapisan konvolusi dan pooling untuk mengatasi variasi 

citra seperti ukuran, tekstur dan pencahayaan yang 

berbeda. Penelitian ini juga menyarankan penggunaan 

metode augmentasi citra untuk meningkatkan akurasi 

lebih lanjut di masa depan.  

Penelitian [12] membahas perbandingan metode 

klasifikasi penyakit kulit manusia menggunakan CNN 

dengan arsitektur MobileNet dan kombinasi CNN-

SVM. Sebanyak 21.000 citra digunakan dalam 

penelitian ini yang dikelompokkan dalam tujuh jenis 

penyakit kulit. Penelitian ini menunjukkan bahwa 

model CNN mencapai akurasi yang lebih tinggi, yaitu 

93.47% dibandingkan dengan CNN-SVM yang 

memiliki performa yang bervariasi tergantung jenis 

kernel yang digunakan. Hasil penelitian ini 

memberikan wawasan penting dalam mengembangkan 

model diagnosis penyakit kulit berbasis citra medis dan 

menunjukkan bahwa CNN memiliki potensi besar 

dalam klasifikasi gambar medis secara akurat. 

Penelitian mengenai klasifikasi jerawat juga telah 

dilakukan pada penelitian [13], namun pada penelitian 

ini jerawat diklasifikasikan berdasarkan tingkat 

keparahan jerawat. Penelitian [13] membahas 

penggunaan penggunaan Convolutional Neural 

Network (CNN) untuk mengklasifikasikan tingkat 

keparahan jerawat. Penelitian ini menggunakan tiga 

label tingkat keparahan jerawat, yaitu level 0,1 dan 2, 

dengan dataset berjumlah 1500 gambar. Melalui 

penggunaan optimasi Adam dan pengujian jumlah 

epoch, penelitian ini mencapai akurasi 92.34% pada 

epoch 100.  

Penelitian [14] mengembangkan metode otomatis 

untuk mengidentifikasi jenis jerawat menggunakan 

teknik pemrosesan citra dengan Gray Level Co-

occurrence Matrix (GLCM) dan Extreme Learning 

Machine (ELM) dan dataset yang digunakan terdiri dari 

100 gambar yang terbagi menjadi kelas Acne Nodules, 

Papules dan Pustules. Hasil penelitian menunjukkan 

akurasi tertinggi sebesar 95.24% untuk klasifikasi dua 

kelas dan 80% untuk klasifikasi 3 kelas. Berbeda 

dengan penelitian [14], penelitian ini menggunakan 

arsitektur MobileNetV2 dengan Convolutional Neural 

Network (CNN) untuk mengklasifikasi jenis jerawat 

dengan cakupan 5 kelas jerawat yaitu Acne fulminans, 

Acne Nodules, Papule, Pustule dan Fungal acne. 

Penelitian ini juga menggunakan dataset berjumlah 350 

citra. 

Penelitian [15] dilakukan untuk klasifikasi otomatis 4 
jenis penyakit kulit termasuk jerawat menggunakan 

arsitektur CNN. Penelitian tersebut menggunakan 

dataset dari DermNet dengan total 174 gambar yang 

terbagi menjadi 105 data training dan 69 data testing. 

Hasil penelitian menunjukkan akurasi klasifikasi untuk 

jerawat mencapai 87% dengan learning rate 0.01. 

Penelitian ini membuktikan bahwa CNN dapat 

digunakan secara efektif untuk mengklasifikasikan 

berbagai jenis penyakit kulit termasuk jerawat.  

Penelitian [16] menggunakan Convolutional Neural 

Network (CNN) untuk mengembangkan sistem 

pendeteksi penyakit kulit. Penelitian tersebut 

menggunakan data DermNet dengan 500 gambar untuk 

mengklasifikasikan 6 jenis penyakit kulit yaitu 

dermatitis tangan, eksim tangan, eksim subakut, lichen 

simplex, statis dermatitis dan ulkus. Hasil penelitian 

menunjukkan akurasi klasifikasi mencapai 73% yang 

menunjukkan potensi CNN dalam mengklasifikasi 

berbagai jenis penyakit kulit.  

Penelitian sebelumnya umumnya tidak melakukan 

klasifikasi yang spesifik terhadap berbagai jenis 

jerawat. Fokus utama studi-studi tersebut lebih kepada 

deteksi penyakit kulit secara umum, identifikasi 

keberadaan jerawat atau klasifikasi jerawat 

berdasarkan tingkat keparahan. Meskipun ada beberapa 

usaha untuk mengklasifikasikan jerawat, label yang 

digunakan masih terbagi dalam kategori yang terbatas. 

Berdasarkan studi-studi sebelumnya juga menunjukkan 

bahwa metode Convolutional Neural Network (CNN) 

efektif dalam mendeteksi citra, oleh karena itu, 
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penerapan CNN untuk melakukan klasifikasi jenis 

jerawat menjadi fokus dalam penelitian ini. 

2. Metode Penelitian 

Penelitian ini menggunakan metode klasifikasi citra 

dengan menerapkan  Convolutional Neural Network 

berbasis arsitektur MobileNetV2 untuk 

mengklasifikasikan jenis jerawat. Tahapan penelitian 

mencakup pengumpulan dan pengolahan dataset, 

desain arsitektur model CNN, proses pelatihan dan 

evaluasi kinerja model. Metode yang ditetapkan 

dirancang untuk memastikan bahwa model dapat 

secara efektif mengenali dan mengklasifikasi berbagai 

jenis jerawat. 

2.1. Pengumpulan Dataset 

Pada penelitian ini, digunakan dataset berupa citra 

jerawat dengan lima jenis label yaitu Papule, Pustule, 

Acne Fulminans, Fungal acne dan Acne nodules. 

Dengan masing-masing kelas memiliki jumlah citra 

yaitu Papule 70 citra, Pustule 70 citra, Acne Fulminans 

70 citra, Jerawat fungal 70 citra dan Jerawat Nodule 71 

citra, sehingga dataset berjumlah 351 citra. Dataset ini 

diperoleh dari Kaggle yang dapat diakses di 

DatasetLink dan diambil dalam format JFIF. Gambar 1 

memperlihatkan sampel data dari dataset citra yang 

mencakup 5 kelas jerawat. 

Gambar 1. Sampel data citra jerawat 

Penelitian [17] sebelumnya juga menggunakan dataset 

serupa untuk mengklasifikasikan jenis jerawat wajah 

yang terbagi menjadi 5 kelas yaitu Acne Fulminans, 

Pustula, Papula, Acne fulminans, dan Fungal acne. 

Penelitian tersebut menggunakan arsitektur 

InceptionV3 yang diimplementasikan berbasis website. 

Hasilnya menunjukkan akurasi tertinggi 0.9956 pada 

tahap training dengan akurasi testing 0.8333, presisi 

0.8555, recall 0.8333, dan f1-score 0.8386. 

Dibandingkan dengan penelitian ini, perbedaan utama 

terletak pada penggunaan arsitektur jaringan dan 

strategi optimasi yang digunakan dimana arsitektur 

yang digunakan dalam penelitian ini adalah arsitektur 

MobileNetV2. 

2.2. Preprocessing Data 

Tahap preprocessing bertujuan untuk menyiapkan 

dataset agar sesuai dengan masukan model CNN [18]. 

Tahapan preprocessing data yang diterapkan pada 

penelitian ini mencakup:  

2.2.1. Data Cleaning  

Tahap data cleaning bertujuan untuk memastikan 

bahwa dataset yang digunakan berkualitas baik dan 

siap untuk tahap preprocessing serta pelatihan model. 

Pada tahap ini, dilakukan beberapa langkah untuk 

membersihkan data dari potensi masalah yang dapat 

mempengaruhi performa model. Setiap citra diperiksa 

untuk memastikan bahwa file gambar tidak rusak dan 

dapat dibaca oleh sistem. Gambar-gambar yang tidak 

valid,rusak atau mengalami kerusakan file dihapus dari 

dataset. Pada dataset yang digunakan dalam penelitian 

ini, ditemukan ketidakseimbangan data, dimana citra 

pada kelas Acne Nodules memiliki 71 citra sedangkan 

kelas lainnya hanya memiliki 70 citra sehingga 

dilakukan penghapusan data yang berlebih pada kelas 

Acne Nodules. Selanjutnya data yang berformat citra 

ini dikonversi menjadi array dan ditambahkan label. 

2.2.2. Rescale 

Setiap citra mengalami serangkaian transformasi 

preprocessing yang sistematis. Proses ini dimulai 

dengan pembacaan citra menggunakan OpenCV, 

dilanjutkan dengan konversi ruang warna citra dari 

BGR ke RGB untuk memastikan representasi warna 

akurat. Proses rescaling citra dilakukan untuk 

mengubah ukuran citra menjadi dimensi yang seragam, 

yaitu 224 x 224 piksel. Ukuran ini dipilih karena 
kompatibel dengan arsitektur MobileNetV2 dan 

memastikan konsistensi input model. Teknik 

interpolasi yang digunakan adalah metode interpolasi 

bawaan OpenCV. 

2.2.3. Split Dataset 

Pada tahapan pembagian dataset, dilakukan pembagian 

data menjadi dua bagian yaitu data training dan data 

testing dengan 3 skenario. Skenario pertama data 

dibagi dengan rasio 70:30 untuk training dan testing, 

kemudian pada skenario kedua data dibagi dengan rasio 

80:20 dan skenario ketiga data dibagi menjadi 90:10. 

Transformasi data selanjutnya dilakukan dengan 

mengonversi list citra menjadi numpy array 

multidimensi, dengan setiap citra direpresentasikan 

sebagai matriks 3 dimensi berukuran 224 x 224 x 3. 

Label kategori jerawat diubah menjadi representasi 

numerik berdasarkan indeks dalam daftar kategori 

dimana indeks 0,1,2,3, secara berurutan 

merepresentasikan Acne fulminans, Acne Nodules, 

Papule, Pustule dan Fungal Acne yang selanjutnya 

akan digunakan untuk pengkodean one-hot. 

2.2.4. K-Fold Cross-Validation 

Untuk mengevaluasi model, penelitian ini 

mengaplikasikan metode K-Fold Cross-Validation. 

Data dibagikan secara random (acak) menjadi 5 bagian 

dengan ukuran yang sama. Metode K-Fold Cross-

Validation ini memiliki keunggulan dalam mengurangi 

bias yang mungkin terjadi akibat pembagian data yang 

tidak seimbang, serta memberikan gambaran 

komprehensif tentang performa model pada berbagai 

subset data.  

https://www.kaggle.com/datasets/dinartas/skin90
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2.2.5. Normalisasi 

Normalisasi piksel dilakukan dengan membagi nilai 

setiap piksel dengan 255.0, sehingga rentang nilai 

diubah dari 0-255 menjadi 0-1. Proses ini bertujuan 

untuk menstandarisasi rentang nilai input, 

mempercepat konvergensi selama pelatihan model, dan 

mengurangi dampak variasi intensitas pencahayaan 

pada citra [19]. 

2.3. Perancangan Model 

Penelitian ini menggunakan model Convolutional 

Neural Network (CNN) berbasis transfer learning  

Gambar 2. Arsitektur Model 

dengan arsitektur MobileNetV2, yang efisien untuk 

dataset kecil dan membutuhkan komputasi lebih  ringan 

dibandingkan CNN konvensional [20]. Mengingat hal 

tersebut maka penelitian ini mengambil fokus untuk 

mengeksplorasi kemampuan generalisasi model dalam 

klasifikasi jenis jerawat tanpa menggunakan data 

augmentasi. Pendekatan ini memungkinkan evaluasi 

langsung performa arsitektur pada dataset medis 

dengan mempertahankan karakteristik citra asli, 

sekaligus memanfaatkan keunggulan MobileNetV2 

dalam efisiensi komputasi dan representasi fitur. 

Gambar 2 menunjukkan arsitektur model yang 

digunakan dalam penelitian ini. Model ini dilengkapi 

lapisan GlobalAveragePooling2D untuk mereduksi 

dimensi fitur, diikuti lapisan Dense dengan 128 unit 

dan aktivasi ReLU, serta Dropout untuk mencegah 

overfitting [21]. Lapisan Dense berikutnya memiliki 64 

unit dengan aktivasi ReLU, diakhiri dengan lapisan 

output berisi 5 unit dengan aktivasi softmax untuk 

menghasilkan probabilitas kelas. Tabel 1 

memperlihatkan rincian parameter yang digunakan 

dalam model.  

Tabel  1.Tabel  Parameter Model 

Layer (type) Output Shape Param # 

mobilenetv2_1.00

_224 (Functional) 

(None, 7, 7, 

1280) 

2, 257, 984 

global_average_p

ooling2d_47 
(GlobalAveragePo

oling2D) 

(None, 1280) 0 

flatten_44 

(Flatten) 

(None, 1280) 0 

dense_151 
(Dense) 

(None, 128) 163,968 

dropout_88 

(Dropout)  

(None, 128) 0 

dense_152(Dense)  (None, 64) 8,256 

dropout_89 
(Dropout) 

(None,, 64) 0 

dense_153 

(Dense) 

(None, 5) 325 

 

2.3.1. Hyperparameter 

Model dalam penelitian ini dilatih dengan beberapa 

parameter, diantaranya adalah optimizer Adam dengan 

learning rate sebesar 0.0001 untuk mempercepat proses 

konvergensi model. Model menggunakan loss function 

Categorical-Crossentropy yang relevan dengan 

masalah klasifikasi multi-kelas. Proses pelatihan juga 

dilakukan dengan ukuran batch sebesar 16, selama 50 

epoch. Untuk memastikan performa model, diterapkan 

metode K-Fold Cross-Validation. Langkah konfigurasi 

yang digunakan yaitu data dibagi ke dalam lima lipatan 

(folds).  

2.5. Confusion Matrix 

Metode evaluasi sangat krusial dalam pengukuran 

kinerja model [22]. Confusion matrix digunakan 

sebagai metode evaluasi dalam penelitian ini. 

Confusion matrix terdiri dari 4 komponen utama. True 

Positive (TP) menunjukkan jumlah kasus positif yang 

berhasil diidentifikasi, True Negative (TN) 

menunjukkan jumlah kasus negatif yang dikategorikan 

dengan akurat, False Positive (FP)  mengindikasikan 

jumlah kasus negatif yang diklasifikasikan sebagai 

positif oleh model; dan False Negative (FN), yang 

merujuk pada jumlah kasus yang sebenarnya positif 

tetapi diidentifikasi sebagai negatif oleh model [23]. 

Untuk menghitung confusion matrix, digunakan 

rumus accuracy, precision, recall, dan F1-score :  

𝑎𝑐𝑐𝑢𝑟𝑎𝑐𝑦 =
𝑇𝑁+𝑇𝑃

𝑇𝑁+𝑇𝑃+𝐹𝑁+𝐹𝑃
 × 100% () 



JURNAL FASILKOM  P-ISSN : 2089-3353 

Volume 14 No. 3 | Desember 2024: 766-774  E-ISSN : 2808-9162 

 

Author : Nama Virna Dalira Br Sebayang1, I Gusti Ngurah Lanang Wijaya Kusuma2 770 

𝑝𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛 =
𝑇𝑁

𝑇𝑁+𝐹𝑁
× 100%  () 

𝑟𝑒𝑐𝑎𝑙𝑙 =
𝑇𝑁

𝑇𝑁+𝐹𝑃
× 100%  () 

𝐹1 − 𝑠𝑐𝑜𝑟𝑒 = 2 ×
𝑟𝑒𝑐𝑎𝑙𝑙∗𝑝𝑟𝑒𝑠𝑖𝑠𝑖

𝑟𝑒𝑐𝑎𝑙𝑙+𝑝𝑟𝑒𝑠𝑖𝑠𝑖
× 100% () 

Formula ini akan digunakan setelah testing model. 

3.  Hasil dan Pembahasan 

Pelatihan dan pengujian pada penelitian ini dilakukan 

dengan menerapkan metode 5-fold cross-validation 

beserta parameter yang sebelumnya telah ditentukan. 

Hasil pengujian telah dicatat menggunakan tabel untuk 

pengamatan hasil. Tabel 2 menunjukkan skor akurasi 

pelatihan dan pengujian pada skenario pertama. 

Tabel 2. Hasil Pengujian Pada Skenario Pertama 

Fold Training 
Accuracy 

Validation 
Accuracy 

Testing 
Accuracy 

Fold-1 0.61 0.59 0.62 

Fold-2 0.67 0.59 0.57 

Fold-3 0.65 0.69 0.54 
Fold-4 0.66 0.73 0.53 

Fold-5 0.69 0.73 0.58 

Analisis hasil k-fold cross-validation menunjukkan 

variabilitas performa model klasifikasi jerawat pada 

lima fold berbeda.  Hasil pengujian pada skenario 

pertama mencapai akurasi training berkisar antara 0.61-

0.69 dan akurasi testing antara 0.53-0.62. Variasi kecil 

antara akurasi training, validasi, dan testing 

mengindikasikan bahwa model memiliki konsistensi 

yang cukup baik, namun masih memerlukan perbaikan 

untuk meningkatkan kemampuan generalisasi. Fold-5 

menunjukkan performa sedikit lebih baik dengan 

akurasi validasi 0.73 dan akurasi testing 0.58. 

Tabel 3. Hasil Pengujian Pada Skenario Kedua 

Fold Training 

Accuracy 

Validation 

Accuracy 

Testing 

Accuracy 

Fold-1 0.71 0.60 0.55 

Fold-2 0.76 0.67 0.61 

Fold-3 0.74 0.78 0.51 

Fold-4 0.78 0.71 0.66 

Fold-5 0.72 0.71 0.64 

Pada tabel 3 menunjukkan pengujian pada skenario 

kedua. Akurasi training relatif konsisten berkisar antara 

0.71-0.78, sementara akurasi validasi berkisar 0.60-

0.78 dan akurasi testing bervariasi dari 0.51-0.66. Fold-

4 menunjukkan performa relatif paling baik dengan 

akurasi training tertinggi 0.78, akurasi validasi 0.71, 

dan akurasi testing 0.66. 

Tabel 4. Hasil Pengujian Pada Skenario Ketiga 

Fold Training 

Accuracy 

Validation 

Accuracy 

Testing 

Accuracy 

Fold-1 0.93 0.71 0.74 

Fold-2 0.90 0.69 0.60 

Fold-3 0.89 0.74 0.62 

Fold-4 0.86 0.74 0.66 
Fold-5 0.89 0.80 0.80 

Tabel 4 menunjukkan rangkuman hasil akhir akurasi 

pengujian dari data citra pada masing-masing fold pada 

skenario ketiga. Dari ketiga skenario yang telah diuji 

skenario ketiga dengan pembagian dataset 90:10 

menampilkan karakteristik performa yang lebih baik 

dengan akurasi terbaik dicapai di fold-5. Berikut grafik 

yang menampilkan accuracy dan loss dari masing-

masing fold pada skenario ketiga.  

Gambar 3. Grafik Accuracy Masing-masing Fold Skenario Ketiga  

Grafik accuracy dan loss memberikan gambaran 

mengenai kinerja model selama proses training dan 

validation untuk setiap fold pada skema 5-fold-cross-

validation. Gambar 3 menunjukkan grafik akurasi 

(accuracy). Grafik akurasi menggambarkan tren 

peningkatan performa model terhadap data pelatihan 

dan validasi seiring bertambahnya jumlah epoch. Pada 

fold pertama hingga kelima, model menunjukkan 

peningkatan akurasi pelatihan yang konsisten, 

meskipun akurasi validasi cenderung berfluktuasi 

setelah mencapai optimal pada sejumlah epoch. 

Gambar 4 menunjukkan grafik kehilangan (loss) 

selama proses pelatihan dan validasi. 

Pada grafik loss, terlihat bahwa nilai training loss terus 

menurun pada semua fold, yang mengindikasikan 

bahwa model semakin baik dalam meminimalkan 

kesalahan prediksi pada data pelatihan. Sebaliknya, 

validation loss pada beberapa fold cenderung 

mengalami stagnan atau peningkatan kecil setelah 

beberapa epoch, menunjukkan adanya potensi 

overfitting pada data pelatihan.  

Pada fold kelima, model mencapai performa terbaik  
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Gambar 4. Grafik Loss Masing-masing Fold 

dengan akurasi validasi tertinggi yaitu 80% yang 

sejalan dengan evaluasi secara keseluruhan. Hal ini 

menunjukkan bahwa arsitektur model dan parameter 

pelatihan sudah cukup baik untuk menangkap pola dari 

dataset, meskipun terdapat indikasi keterbatasan seperti 

jumlah dataset yang kecil yang dapat mempengaruhi 

kestabilan performa validasi antar fold.  

Tabel 3. Tabel Classification Report Fold-5 

Class Precision Recall F1-score 

Acne 

fulminans 
0.88 1.00 0.93 

Acne nodules 0.67 0.86 0.75 

Papule 0.80 0.57 0.67 

Pustule 1.00 0.86 0.93 

Fungal acne 0.71 0.71 0.71 

Berdasarkan analisis classification report yang 

ditampilkan pada tabel 3, pelatihan pada fold 5 

mencapai 80% akurasi dengan loss sebesar 0.80 dengan 

precision 0.81, recall 0.80 dan f1-score 0.80. model ini 

menunjukkan performa yang kuat pada beberapa kelas 

seperti acne fulminans dan Pustule, tetapi memiliki 

kelemahan pada kelas seperti papule.  

Hasil pengujian menggunakan model yang dilatih pada 

fold  ke-5  pada gambar 5  menunjukkan prediksi dan 

nilai benar dari klasifikasi pada 5 kelas jerawat oleh 

model pada data testing. Nilai pada “Pred”  

Gambar 5. Hasil Prediksi Model Terhadap Data Testing 

menunjukkan prediksi model, sedangkan “True” 

menunjukkan nilai benar dari gambar. Secara 

keseluruhan, sebagian besar jenis jerawat sudah 

diprediksi baik oleh model, namun masih terdapat 

beberapa kesalahan prediksi, salah satunya terjadi 

pada data citra Papule dan Acne fulminans. Gambar 6 

menampilkan plot confusion matrix dari hasil 

pengujian . confusion matrix menampilkan seluruh 

jumlah citra yang diprediksi benar dan jumlah prediksi 

yang salah untuk setiap kelas dan memberikan 

gambaran jelas mengenai seberapa baik Model dapat 

membedakan kelima jenis jerawat. 

 Gambar 6. Confusion Matrix Fold-5 
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4.  Kesimpulan 

Berdasarkan hasil pengujian yang telah dilakukan 

dapat disimpulkan bahwa penelitian ini berhasil 

menerapkan model Convolutional Neural Network 

(CNN) berbasis arsitektur MobilNetV2 untuk 

mengembangkan sistem klasifikasi jerawat. Mengingat 

keterbatasan dataset yang hanya berisi 351 citra 

jerawat, maka digunakan metode K-Fold Cross-

Validation sebagai strategi kritis untuk mengatasi 

tantangan data yang terbatas.  

K-fold Cross-Validation memiliki peran fundamental 

dalam penelitian ini untuk memaksimalkan 

penggunaan data yang tersedia, dengan eksplorasi tiga 

skenario pembagian dataset: 70:30, 80:20, dan 90:10. 

Analisis menyeluruh menunjukkan bahwa skenario 

ketiga (90:10) memberikan performa paling unggul, 

khususnya pada Fold-5. Analisis detail dari kelima fold 

menunjukkan variasi performa yang signifikan. Dari 

hasil pengujian fold pertama mencapai akurasi validasi 

sebesar 0.71%, fold kedua 0.69%, fold ketiga dan 

keempat masing-masing 0.74%, dengan fold kelima 

mencatat performa paling optimal dengan akurasi 

validasi tertinggi 80%, akurasi testing 80%, disertai 

precision 81%, recall 80% dan f1-score 80%. Hasil ini 

menunjukkan bahwa pembagian dataset 90:10 secara 
signifikan mengoptimalkan kinerja model klasifikasi 

jerawat menggunakan arsitektur MobileNetV2, 

menawarkan pendekatan yang menjanjikan dalam 

klasifikasi citra medis dengan dataset terbatas. 

Penelitian ini menekankan pentingnya klasifikasi 

jerawat untuk menentukan pengobatan yang tepat, 

sehingga pasien dapat mengobati jerawat secara 

mandiri. Dengan kemajuan dalam pembelajaran mesin 

dan pengolahan citra, pendekatan ini tidak hanya 

meningkatkan akurasi diagnosis tetapi juga membuka 

peluang untuk pengembangan aplikasi teknologi yang 

membantu pasien mengidentifikasi kondisi kulit 

mereka sendiri. 

Penelitian ini juga mencatat keterbatasan, seperti 

ukuran dataset yang kecil, yang dapat mempengaruhi 

stabilitas performa model. Sebagai saran untuk 

penelitian masa depan, eksplorasi arsitektur model lain 

dan pengujian dengan augmentasi data. Hal ini 

diharapkan dapat membantu meningkatkan akurasi dan 

keandalan model klasifikasi.  
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